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Résumé. Parmi les diverses applications relatives à la détection d’anomalies les ob-
servations extrêmes jouent un rôle essentiel car les anomalies correspondent souvent à de
grandes observations. La question clé est alors de faire la distinction entre les grandes
observations issue la classe normale et celles provenant de la classe des anomalies. C’est
un problème de classification binaire dans les régions extrêmes. Cependant, les observa-
tions extrêmes contribuent de manière négligeable à l’erreur empirique, au vue de leur
rareté. Par conséquent, les minimiseurs du risque empirique ne bénéficient pas de ga-
ranties appropriées dans les régions extrêmes. Nous proposons un cadre général pour la
classification des valeurs extrêmes. Plus précisément, dans le cadre d’hypothèses de distri-
butions à queues lourdes non paramétriques, nous introduisons une version asymptotique
du risque d’erreur mesurant la performance prédictive dans les régions extrêmes. Nous
montrons que les minimiseurs d’une version empirique de ce risque ont une bonne capa-
cité de généralisation, au moyen d’inégalités de concentration dans les régions à faible
probabilité. Des expériences numériques illustrent la pertinence de l’approche développée.

Mots-clés. Apprentissage supervisé, Classification, Théorie des Valeurs Extrêmes

Abstract.
In a wide variety of applications related to anomaly detection, extreme observations

play a key role because anomalies often correspond to large observations. The key issue
is then to distinguish between large observation from the normal class and large observa-
tions from the anomaly class. This task can thus be formulated as a binary classification
problem in extreme regions. However, extreme observations generally contribute in a ne-
gligible manner to the (empirical) error, simply because of their rarity. As a consequence,
empirical risk minimizers generally perform very poorly in extreme regions. This paper
develops a general framework for classification of extreme values. Precisely, under non-
parametric heavy-tail assumptions, we propose a natural and asymptotic notion of risk
accounting for predictive performance in extreme regions. We prove that minimizers of
an empirical version of this dedicated risk lead to classification rules with good genera-
lization capacity, by means of maximal deviation inequalities in low probability regions.
Numerical experiments illustrate the relevance of the approach developed.
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1 Introduction

Nous présentons ici les principaux résultat de Jalalzai et al. (2018). Dans un contexte
de classification supervisée, considérons une paire aléatoire (X, Y ) ∈ Rd × {−1, 1} de
loi jointe P inconnue. Le but de l’apprentissage est alors de construire une fonction de
prédiction g : Rd → {−1, 1} minimisant le coût LP (g) = P{Y 6= g(X)} à l’aide de données
Dn = {(X1, Y1), . . . , (Xn, Yn)} composées de n copies i.i.d de (X, Y ). L’approche par Mi-
nimisation du Risque Empirique (MRE sous forme abrégée, voir par exemple Devroye
et al. (1996)) consiste à considérer l’estimateur gn, une solution du problème de minimi-

sation ming∈G L̂n(g), où L̂n(g) = (1/n)
∑n

i=1 1{Yi 6= g(Xi)} est le risque empirique. Ici
1{E} désigne la fonction indicatrice associée à l’évènement E . On notera par la suite g∗

le classifieur de Bayes, g∗(x) = 21{η(x) ≥ 1/2} − 1, où η(X) = P{Y = 1 | X} est la
fonction de régression.

Une observation X est dite extrême si ‖X‖ dépasse un seuil t > 0 relativement grand.
Ces observations étant rares, elles sont de fait sous-représentées parmi les données d’ap-
prentissage Dn. Par conséquent rien ne garantit que la MRE produise un classifieur op-
timal sur les régions extrêmes {x : ‖x‖ > t}. Nous nous intéressons donc au risque de
classification au dessus d’un seuil t et à sa limite supérieure en t, respectivement

Lt(g) = LPt(g) = P{Y 6= g(X) | ‖X‖ > t}, L∞(g) = lim sup
t→∞

Lt(g), (1)

Pt étant la distribution conditionnelle de (X, Y ) sachant ‖X‖ > t. Nous appellerons L∞
le risque asymptotique et noterons L∗∞ = infg mesurable L∞(g). On montre facilement que
g∗ est un minimiseur de Lt. Ainsi, pour tout classifieur g, Lt(g) ≥ Lt(g

∗), en passant à
la limite, on obtient que g∗ minimise L∞. Donc L∗∞ = L∞(g∗), le classifieur de Bayes est
donc aussi optimal pour le risque L∞. On va voir que sous des hypothèses appropriées de
variation régulière, précisées au paragraphe suivant, il existe un autre minimiseur de L∞,
celui-ci construit à partir de la loi limite de (X, Y ) conditionnellement à ‖X‖ > t.

2 Variation régulière et meilleur classifieur asympto-

tique

Un vecteur aléatoire X = (X(1), . . . , X(d)) ∈ Rd
+est dit à variation régulière d’indice

α > 0 si il existe une mesure de Radon µ définie sur E = [0, ∞]d\{0}, appelée mesure
exponentielle, telle que pour tout borélien A ⊂ E pour lequel 0 /∈ ∂A et µ(∂A) = 0,

tαP {X ∈ tA} −−−→
t→∞

µ(A),

voir par exempleResnick (1987, 2007) pour une introduction. Pour des exemples récents de
travaux utilisant la théorie des valeurs extrêmes dans un cadre d’apprentissage statistique,
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citons par exemple Goix et al. (2016); Carpentier and Valko (2014); Roos et al. (2006);
Ohannessian and Dahleh (2012); Brownlees et al. (2015) ou Mendelson (2018).

La mesure exponentielle vérifie alors µ(tC) = t−αµ(C) pour tout t > 0 quelque soit
le borélien C ⊂ E. Cette propriété d’homogénéité se traduit par une forme produit en
coordonnées polaires. Pour tout x = (x1, . . . , xd) ∈ Rd

+, soit R(x) = ‖x‖ et Θ(x) =
1

R(x)
x ∈ S, où S est la restriction de la sphère (associée à ‖ · ‖) au quadrant positif de Rd.

Soit Φ la mesure angulaire définie sur S comme Φ(B) = µ{rθ : θ ∈ B, r ≥ 1}, B ⊂
S,mesurable. Cette mesure est finie et l’on a la convergence en loi suivante :

lim
t→∞

P {R(X)/t > r, Θ(X) ∈ B | R(X) > t} = c µ{x : R(x) > r,Θ(x) ∈ B}

= c r−α Φ(B),

où c = µ{x : R(x) > 1}−1 = Φ(S)−1 est une constante de normalisation.
Nous désignerons par F+ et F− les distributions conditionnelles de X sachant que

Y = +/− 1, nous travaillerons sous l’hypothèse de variation régulière suivante :

Hypothèse 1 Pour tout σ ∈ {−, +}, ∀A ⊂ [0,∞]d \ {0} un ensemble mesurable tel que
0 /∈ ∂A et µ(∂A) 6= 0,

tP
{
t−1X ∈ A

∣∣ Y = σ 1
}
−−−→
t→∞

µσ(A), σ ∈ {−,+},

La distribution marginale de X, F = pF+ + (1 − p)F−, avec p = P {Y = +1} > 0, est
alors également à variation régulière d’indice 1. En effet : tP {t−1X ∈ A} −−−→

t→∞
µ(A) :=

pµ+(A) + (1− p)µ−(A). De plus, en notant Ω = {x ∈ Rd
+ : ‖x‖ ≤ 1}, on a

pt = P {Y = +1 | ‖X‖ > t} −−−→
t→∞

p
µ+ (Ωc)

µ (Ωc)
= p

Φ+(S)

Φ(S)
def
= p∞. (2)

Remarque 1 L’hypothèse 1 revient à supposer que chaque classe est à variation régulière
de même indice α+ = α− = 1. Lorsque les deux classes sont à variation régulière d’in-
dices α+ 6= α−, la classe d’indice le plus faible devient largement majoritaire au delà de
seuils élevés. Asymptotiquement le meilleur classifieur est alors le classifieur déterministe
prédisant systématiquement la classe en question et le problème est facile à traiter. En
revanche il arrive fréquemment que les indices de queues des différentes composantes X(j)

des prédicteurs soient différents. Une solution classique consiste à travailler avec des va-
riables standardisées V (j) = 1/(1− Fj(X(j))) ∈ [1,∞] et V = (V (1), . . . , V (d)). Remplacer
X par V permet de travailler légitimement avec α = 1.

Considérons la paire (X∞, Y∞) ∈ Ωc×{−1,+1}, de loi P∞ définie par P {Y∞ = +1} =
p∞ (voir (2)) et telle que la loi de X∞ sachant Y∞ = σ1, σ ∈ {−,+} est µσ(Ωc)−1µσ( · ).
Ainsi pour tout A ⊂ Ωc,

P {X∞ ∈ A, Y∞ = +1} =
p∞µ+(A)

µ+(Ωc)
=
pµ+(A)

µ(Ωc)
=
p limt tP {X ∈ tA | Y = +1}

limt tP {X ∈ tΩc}
= lim

t→∞
P {X ∈ tA, Y = +1 | ‖X‖ > t} .
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Soient ϕ+, ϕ− les densités respectives de Φ−,Φ+ sur S par rapport à une mesure de
référence ρ quelconque, (ex. ρ = Φ+ + Φ−). Par homogénénité de µ+, µ−, la distribution
conditionnelle de Y∞ sachant X∞ = x est

η∞(x)
def
= P {Y∞ = 1 | X∞ = x} =

p∞ϕ+(Θ(x))/Φ+(S)

p∞ϕ+(Θ(x))/Φ+(S) + (1− p∞)ϕ−(Θ(x))/Φ−(S)

=
pϕ+(Θ(x))

pϕ+(Θ(x)) + (1− p)ϕ−(Θ(x))
.

Notons que η∞ ne dépend pas de la composante radiale de X∞. Le classifieur optimal pour
la paire aléatoire (X∞, Y∞) par rapport à la perte classique LP∞ est g∗∞(x) = 21{η∞(x) ≥
1/2} − 1.

Théorème 1 (Classifieurs optimaux propres aux extrêmes) Sous l’hypothèses
1 et la condition de convergence uniforme

sup
θ∈S
|η(Θ(tθ))− η∞(θ)| −−−→

t→∞
0,

le risque optimal au -delà d’un seuil t converge, L∗t −−−→
t→∞

L∗P∞, de sorte que L∗∞ = L∗P∞.

De plus, g∗∞ minimise le risque asymptotique dans les régions extrêmes :

inf
g measurable

L∞(g) = L∞(g∗∞) = E {min(η∞(Θ∞), 1− η∞(Θ∞))} .

Le théorème 1 nous assure que le risque asymptotique minimal est atteint par g∗∞ qui
n’est fonction que de la composante angulaire du point considéré, et pas de son rayon.

3 Minimisation du risque empirique dans les extrêmes

Soit GS une classe de classifieurs g : θ ∈ S 7→ g(θ) ∈ {−1,+1} sur S ne dépendant
que de la composante angulaire du point à classifier. Considérons la statistique d’ordre
‖X(1)‖ > . . . > ‖X(n)‖ et {Y(i)}i∈{1,...,n} les étiquettes associées. Soit τ > 0 une faible
portion des données, soit tτ le quantile d’ordre (1− τ) de la variable ‖X‖. Soit k = bnτc,
on définit l’estimateur du risque extrême

L̂k(g) =
1

k

k∑
i=1

1{Y(i) 6= g(Θ(X(i)))} (3)

Théorème 2 Supposons que la classe GS soit de VC dimension VGS < +∞. Soit ĝk un
minimiseur de (3) avec k = bnτc. alors, pour tout δ ∈ (0, 1), ∀n ≥ 1, avec probabilité
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supérieur à 1− δ :

Ltτ (ĝk)− L∗tτ ≤
1√
k

(√
2(1− τ) log(2/δ) + C

√
VGS log(1/δ)

)
+

1

k

(
5 + 2 log(1/δ) +

√
log(1/δ)(C

√
VGS +

√
2)
)

+

{
inf
g∈GS

Ltτ (g)− L∗tτ

}
,

avec C une constante indépendente de n, τ et δ.

Nous renvoyons le lecteur à Jalalzai et al. (2018) pour les preuves des théorème 1 et 2.

4 Applications numériques

Nous travaillons avec deux classes GS de classifieurs : les forêts aléatoires (RF) et
les k plus proches voisins (k-NN). Pour chaque classe GS, les performances du classifieur
angulaire ĝk sont comparées à celle des algorithmes (RF ou k-NN) usuels i.e. s’appuyant
sur les données sans standardisation ni troncature ou projection des points sur le simplexe.
Nous renvoyons à la section équivalente de Jalalzai et al. (2018) pour une description
détaillée des expériences.
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Figure 1 – risque comparé du classifieurs RF classique et du classifieur RF angulaire issu de
l’approche proposée, en fonction du facteur multiplicatif κ, sur 10 jeux de données simulées (à
gauche) et sur les données Ecoli (à droite)

La figure 1 présente l’évolution du risque d’erreur au-delà de seuils ttest croissants,
correspondant à des valeurs décroissantes d’un facteur multiplicatif κ déterminant la pro-
portion des données test considérées comme extrêmes. Les boites à moustache rendent
compte respectivement des résultats sur 10 jeux de données simulés dans un modèle
max-stable de valeurs extrêmes et sur différentes partition (entrâınement/test) du jeu de
données réelles Ecoli disponible sur l’archive � UCI ML repository �. Dans les deux cas,
le risque du classifieur classique est supérieur à celui issu de l’approche proposée. L’écart
de performance tend à se creuser avec le caractère extrême de la région test.
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